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1 Einleitung

Garbage in — Garbage out beschreibt die direkte Abhingigkeit der Qualitit des maschinellen
Outputs von der Qualitdt der Input-Daten. Mangelt es den Input-Daten an Qualitét, fithrt
dies zu einem unzuverlissigen Output [KR18]. Auch im Bereich des Machine Learnings kann
jenes Idiom zum Tragen kommen: Die Performanz und Genauigkeit eines Modells sind stark
von den Daten abhéngig, mit denen es trainiert wurde. Dabei ist nicht nur eine hinreichend
grofle Anzahl von Daten relevant. Auch qualitative Markierungen mit Ground Truth Labeln
sind hochst essentiell [SJZ21].

Mit stets steigender Relevanz und Interdisziplinaritdt von Machine Learning-Methoden,
unter anderem im Bereich von Computer Vision, welchem durch etliche Konferenzen, Ex-
perimenten und Workshops Ausdruck verliehen wird [KAH20|, sollte jenem Umstand grofle
Beachtung geschenkt werden. Prominente Anwendungsfille sind beispielsweise das Autono-
me Fahren [GTCM20] oder die Unterstiitzung von Arzt*innen im Erkennen von Krankheiten
IMSG ™20, SJZ21].

Auch im Bereich der Numismatik spielen Machine Learning-Methoden in Kombination mit
Computer Vision eine Rolle, beispielsweise bei der Klassifikation in Miinztypen [ZKSO08§]|. Ins-
besondere mit der stets wachsenden Menge numismatischer Daten im Zuge der Digitalisierung
[Grulg| steigt die Relevanz maschineller Unterstiitzung zur Bewiltigung und Analyse. Mit ih-
rer Hilfe kann die numismatische Forschung beschleunigt werden — sei es durch automatische
oder vorschlagsorientierte Klassifikation [ZKS0§].

Folglich ist eine qualitative Annotation von Daten zum Trainieren von Machine Learning-
Modellen in Bereichen, die iiber die Informatik hinausgehen, nicht nur essentiell, sondern un-

abdingbar.

1.1 Aufgabenstellung

Zum Ziel des Forschungsprojektes steht der Vergleich des Einflusses zweier Bildannotations-
techniken auf die Genauigkeit von Machine Learning-Modellen zur Detektion von Tieren oder
Objekten auf antiken, griechischen Miinzen der Datenbank von Corpus Nummorumﬂ

Entsprechend steht neben einer grundlegenden Recherche der Bildannotation und dem Her-

ausfiltern zweier zum Anwendungsfall passender Annotationstechniken auch die Annotation

!Corpus Nummorum, https://www.corpus-nummorum.eu/, besucht am 07.09.2021


https://www.corpus-nummorum.eu/

1 FEinleitung

des Datensatzes, das Training zweier Modelle und die Evaluation der endgiiltigen Performanz-
unterschiede zur Aufgabe.

Bei der Wahl der Miinzpragungen als Datensatz fiir Training, Validierung und Testen darf
sich auf drei Fille fokussiert werden. Diese spiegeln die Schwierigkeit der Erkennung der ge-
priagten Tiere oder Objekte aus menschlicher Sicht wider. Fiir jeden Fall soll ein auf einer

Miinze prasentes Tier oder Objekt gewihlt werden.

1.2 Struktur der Arbeit

Zunichst werden die theoretischen Grundlagen der Bildannotation auf Basis einer wesent-
lichen Recherche vermittelt. Diese umfassen sowohl allgemeine Aspekte und Automatisie-
rungsmoglichkeiten, als auch prominente Annotationsarten und -techniken.

Anschlieflend wird die praktische Umsetzung des Projekts aufgefiihrt. Zuerst werden auf
Miinzen geprigte Tiere oder Objekte den drei Fillen entsprechend gewéhlt und als Datensatz
angesammelt. Danach wird jener Datensatz manuell und mit zweierlei Annotationstechniken
mit dem freien Tool C VA’[E] annotiert. Das Training beider Modelle erfolgt mittels des Mask
R-CNN Frameworkf]7 woraufhin erzielte Ergebnisse evaluiert werden.

Schlussendlich wird ein Fazit gezogen und mégliche zukiinftige Auswirkungen prasentiert.

2CVAT, Online: https://cvat.org/, GitHub: https://github.com/openvinotoolkit/cvat, besucht am
07.09.2021
3Mask R-CNN, https://github.com/matterport/Mask_RCNN, besucht am 07.09.2021
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2 Theoretische Grundlagen

In diesem Kapitel werden die fiir das Projekt relevanten theoretischen Grundlagen aufgefiihrt.
Diese umfassen die generellen Prinzipien der Bildannotation, aber auch mogliche Annotations-
arten, wie die Object Detection, und Annotationstechniken, wie Bounding Boxen. Zusétzlich
werden auch mogliche Automatisierungsmoglichkeiten und damit einhergehende Problemati-

ken erwahnt.

2.1 Prinzipien der Bildannotation

Durch die Bildannotation werden detaillierte textuelle Beschreibungen oder Schliisselworte
mit Bildern assoziiert. Relevant ist sie nicht nur fiir einen vereinfachten Zugriff und damit eine
effektivere Suche von Bildern |[Han08], sondern auch zur Implementierung von iiberwachten
Machine Learning-Methoden, bei denen Datensédtze mit qualitativen Ground Truth Labeln
annotiert werden miissen [SJZ21].

A survey of methods for image annotation [Han08| des Autors Allan Hanbury folgend, stellt
die Bildannotation einen von zwei Ansédtzen zur Assoziation von Texten und Bildern in der
Computer Vision-Literatur dar. Als anderer Ansatz gilt die Kategorisierung, bei welcher jedes
Bild einer vordefinierten Kategorie zugeordnet wird [Han0g].

Die Durchfithrung der Bildannotation kann vollautomatisiert, semi-automatisiert iiber Vor-
schlige oder gidnzlich manuell erfolgen. Eine manuelle Annotation ist sowohl zeit-, als auch kost-
spielig und kann durch ihre Subjektivitit zu Mehrdeutigkeit einzelner Bilder fithren [CZF 718,
SJZ21). Insbesondere die vollautomatisierte Annotation bildet den zeitweisen Gegenstand der

Forschung im Bereich der Computer Vision [SJZ21].

Es wird zwischen verschiedenen Arten von Informationen zur Assoziation mit Bildern oder
Videos unterschieden. Die inhaltsunabhdngigen Metadaten beschreiben den Inhalt des Bildes
oder Videos nicht direkt, sondern damit verbundene Informationen, wie zum Beispiel den Na-
men des Autors oder das Erstellungsdatum. Inhaltsabhingige Metadaten hingegen beziehen
sich auf Merkmale niedriger oder mittlerer Ebenen, wie zum Beispiel die Farbe oder Textur
[Han08].

Erst die inhaltsbeschreibenden Metadaten beschreiben die Semantik des Inhalts und die

Beziehung zwischen realen und Bildelementen. Auch Aspekte der Emotionen und tiefere Be-
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deutungen durch visuelle Zeichen und Szenen finden dabei Beachtung [Han0§|. Zur Losung der
Aufgabe aus Kapitel und damit der Beschreibung von Inhalten, die auf Miinzen geprigt
sind, sind letztere Informationen relevant und zu annotieren. Jedoch gibt es auch dabei unter-

schiedliche Vorgehensweisen.

Zunichst existiert die Option des Freitextes, die keiner vordefinierten Struktur folgt und bei-
spielsweise eine Beschreibung durch ganze Satze erlaubt. Mit Schliisselworten hingegen werden
subjektive Assoziationen anhand eines einzelnen Begriffs beschrieben [SJZ21, [Han0g].
Dariiber hinaus kénnen Beschreibungen auch mittels Taxonomien oder Ontologien umge-
setzt werden. Bei Taxonomien werden Begriffe in hierarchischen Baumen strukturiert, wihrend
bei Ontologien Konzeptualisierungen spezifiziert werden, die zum Vorschlagen von Labeln be-
nutzt werden konnen. Zuletzt besteht die Moglichkeit, Instanzlabel einzusetzen, um der Bild-
beschreibung eine tiefere Bedeutung zu geben, wie zum Beispiel durch das Hinzufiigen des

Namens eines bestimmten Hundes [SJZ21].

In der Praxis gibt es eine Vielzahl von kostenlosen und kostenpflichtigen Tools zur manuellen,
semi-automatisierten oder vollautomatisierten Annotation von Bildern mit den unterschied-
lichsten Techniken. Auch Exportformate sind in grofier Breite gegeben. Die wohl typischsten
sind Pascal VOC, COCO und YOLO [|SJZ21].

2.2 Arten der Bildannotation

Abhéingig von dem Ziel, welches es mit den annotierten Bildern zu erreichen gilt, ist eine pas-
sende Annotationsart zu wéhlen. Image Annotation for Computer Vision |[CLO20] folgend,

existieren primér vier Annotationsarten, die als nichstes genauer aufgefiihrt werden.

Bei der Image Classification wird versucht zu identifizieren, ob bestimmte, dhnliche Entitéiten
in einem ausgewéhlten Bild eines Datensatzes présent sind. Weitere Informationen, wie zum
Beispiel die Position der Entitdt im Bild oder die Anzahl der Entititen, sind dabei nicht von
Bedeutung.

Dagegen werden jene Informationen bei der Object Detection relevant. Es wird versucht,
entsprechende Entitdten in einem Bild eines Datensatzes zu erkennen und sie korrekt zu labeln.
Dabei kénnen mehrere gleiche oder ungleiche Entitéten in einem einzelnen Bild gelabelt werden.
Entsprechend ist nicht nur ihre Prisenz, sondern auch ihre Position und Anzahl relevant.

Die Segmentierung geht einen Schritt weiter. Nun wird auch der Kontext relevant, in dem
sich die Entitéiten im Bild befinden. Jedem Pixel eines Bildes oder eines ausgewihlten Bildteiles

wird ein Label zugeordnet.



2.3 Techniken der Bildannotation

Bei der Semantischen Segmentierung werden dabei gleiche Entitdten gruppiert, sodass ihre
Anzahl nicht mehr zu ermitteln ist. Dafiir konnen eventuell die Gréfle und Form der Entitéiten
ausgemacht werden. Hingegen wird bei der Instanzsegmentierung jede Entitat individuell ge-
labelt und nicht nach Entitdtstypus gruppiert. Es sind Prisenz, Position, Anzahl, Groéfle und
Form zu identifizieren. Beide Segmentierungsarten konnen zur Panoptischen Segmentierung
kombiniert werden.

Abschlielend werden bei der Boundary Recognition Grenzen von Entitédten, Linien und
Kurven erkannt. Insbesondere zur Bestimmung von Fahrspuren und Biirgersteigen beim Au-
tonomen Fahren kommt diese Annotationsart zum Einsatz.

Mogliche Ausgaben der einzelnen Arten konnen der folgenden Tabelle entnommen wer-

den. Diese dient dem leichteren und schnelleren Verstandnis.

’ Bildannotationsart Beispielhafte Ausgabe
Image Classification ,»,X ist im Bild“
Object Detection »X ist an diesen zwei Positionen im Bild*

Semantische Segmentierung | ,,All diese Pixel gehoren zu Gruppe X, die anderen Pixel
gehoren zu Gruppe Y

Instanzsegmentierung »Diese Pixel gehoren zu X1, diese Pixel gehtren zu Xo, diese
Pixel gehoren zu X3,...«

Panoptische Segmentierung | ,,Diese Pixel gehoren zu X, diese Pixel gehoren zu X, die
anderen Pixel gehoren zu Gruppe Y

Boundary Recognition ,Diese Linien grenzen X ein®

Tabelle 2.1: Die Bildannotationsarten und ihre beispielhaften Ausgaben.

2.3 Techniken der Bildannotation

Ahnlich dem vorgegangenen Kapitel ist auch die Wahl einer passenden Bildannotations-
technik relevant. Diese hingt von dem spezifischen Anwendungsfall ab und kann sowohl Kosten,
als auch Nutzen der Annotation stark beeinflussen [MJTS19]. Die géngigsten Annotationstech-

niken werden im Folgenden aufgefiihrt.

Die vermutlich am h&ufigsten in der Literatur genutzte Annotationstechnik ist die Bounding
Boz. Dabei wird eine Box um die zu annotierende Entitat gezogen. In der Regel hat diese eine
rechteckige Form, jedoch gibt es beispielsweise auch runde, elliptische oder gar dreidimensiona-
le Ausfithrungen (sogenannte 3D Cuboids) [SJZ21, (CLO20|. Den meisten Sinn finden Bounding
Bozen bei zu annotierenden Entitdten, die symmetrisch sind oder wenn deren genaue Form

weniger von Interesse ist [CLO20].
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Bei der Key-Point- oder Landmark-Annotation werden Punkte auf relevante Merkmale ge-
setzt. Beispielsweise konnen Charakteristika wie Augen, Nase und Mund annotiert werden,
welche im Bereich der Gesichtserkennung Anwendung finden. Anhand der Kérperposition und
-ausrichtung kénnen zum Beispiel Hénde getrackt werden [SJZ21, |(CLO20].

Demgegeniiber steht die Polygon-Annotation. Zu annotierende Entitdten werden genau
nachgefahren, indem ihre hochsten Punkte markiert und Kanten beschriftet werden. In der
Regel werden Polygone angewendet, wenn Entitédten eine unregelmifligere Form vorweisen
[SJZ21, |CLO20].

Wihrend die Polygon-Annotation geschlossene Formen erzeugt, bleiben die kontinuierlichen
Linien der Polyline-Annotation offen. Entsprechend wird sie fiir das Arbeiten mit offenen
Formen verwendet, wie zum Beispiel bei der Markierung von Fahrspuren fiir das Autonome
Fahren [SJZ21], |CLO20).

Dariiber hinaus gibt es eine Vielzahl weiterer Annotationstechniken, von denen bestimmte
Anwendungsfiille profitieren kénnen. So gibt es beispielsweise zur Annotation von Videoma-
terial, bei welchem sich Entitdten iiber mehrere Bilder bewegen, Techniken wie das Tracking
[CLO20|. Eine Zusammenfassung der Annotationstechniken ist in Tabelle aufzufinden.

’ Bildannotationstechnik ‘ Anwendung

Bounding Box Box um eine Entitét ziehen; sowohl in 2D und 3D, als
auch mit verschiedenen Formen méglich
Key-Point-/Landmark-Annotation | Punkte auf relevante Merkmale setzen
Polygon-Annotation Entitdat genau nachfahren

Polyline-Annotation Wie Polygon, nur keine geschlossene Form

Tabelle 2.2: Hiufig genutzte Bildannotationstechniken und ihre Anwendung.

Bedeutsam bei der Wahl einer passenden Annotationstechnik ist jedoch nicht nur eine ge-
naue Betrachtung des Anwendungsfalles und der vorliegenden Daten selbst, sondern auch eine
Kosten-Nutzen-Analyse. So nehmen einige Techniken mehr Zeit in Anspruch, kénnen aber
gleichermaflen die Genauigkeit von Machine Learning-Modellen steigern.

In Comparing the Effects of Annotation Type on Machine Learning Detection Performance
[MJTS19] von Mullen et al. wird insbesondere der Einfluss von Bounding Bozen, Polygonen und
Key-Points auf die Performanz von Machine Learning-Modellen untersucht. Den Autor*innen
folgend dauert ihre Annotation mit Polygonen ganze sechsmal und die mit Bounding Bozen
ganze zweimal ldnger als jene mit Key-Point. Im Endeffekt kann kein signifikanter Einfluss
der untersuchten Annotationstechniken auf die Genauigkeit ihrer Objekterkennungsmodelle
festgestellt werden [MJTS19].

Jedoch sollte der Anwendungsfall der Publikation beachtet werden: Das Ziel ihrer Model-



2.3 Techniken der Bildannotation

le ist, Autos auf Satellitenbildern zu erkennen. Die rechteckige und symmetrische Form der
Autos kann dabei offensichtlich bereits gut von Bounding Bozen erfasst werden. Insbesonde-
re unregelméfBige Formen mit einer grofleren Anzahl von False Positive Pixeln innerhalb der
Annotation kénnten zu einem Vorteil der Polygon-Annotation fithren. Genauer wird dieser
Umstand in Kapitel [3| untersucht.



3 Implementierung

Das folgende Kapitel erldutert die praktische Implementation zur Losung der Aufgabenstellung
Dazu wird sowohl die Gewinnung des Datensatzes, die manuell durchgefithrte Annotati-
on der Daten und das Training anhand eines Machine Learning-Frameworks, als auch eine

Evaluation der erzielten Ergebnisse aufgefiihrt.

3.1 Wahl und Erhalt des Datensatzes

In einem ersten Schritt miissen Miinzen mit passenden Priagungen als Datensatz fiir Training,
Validierung und Testen der in Kapitel [I.1] gestellten Aufgabe entsprechend gewiihlt und erlangt
werden. Zur Verfiigung stehen sowohl eine SQL-Datenbank, als auch die Webseite und ein
RDF-Dump von Corpus Nummorum.

Um sich einen groben Uberblick zu verschaffen und eine hinreichend grofie Anzahl an Da-
ten von Tieren oder Objekten zur Generierung sinnvoller Ergebnisse und Spielraum nutzen
zu konnen, bietet sich das Durchforsten der SQL-Datenbank an. Tabelle zeigt die zehn
am h#ufigsten auf Miinzen geprigte Tiere und Objekte. Auf Gipsabdriicke wird dabei explizit

verzichtet.

Tier Anzahl Objekt Anzahl
Horse 797 Head 7554
Eagle 775 Bust 3185
Serpent 751 Paludamentum 1938
Lion 652 Cuirass 1927
Griffin 490 Helmet 1075
Bull 314 Patera 837
Tunny 308 Spear 714
Ram 258 Sceptre 575
Goat 255 Shield 555
Dolphin 248 Cornucopia 513

Tabelle 3.1: Die zehn hiufigsten Tiere und Objekte der SQL-Datenbank von Corpus Nummorum.

Indes soll nicht nur die Anzahl der vorhandenen Prigungen pro Kategorie zur Wahl der Daten

relevant sein, sondern auch der Schwierigkeitsgrad ihrer Identifikation aus menschlicher Sicht.



3.1 Wahl und Erhalt des Datensatzes

Dafiir werden drei Fille definiert, denen jeweils ein individuelles Tier oder Objekt zugewiesen

werden soll.

Fall 1:

Fall 2:

Fall 3:

FEinfach identifizierbare Tiere oder Objekte. Auf Miinzen geprégte Tiere oder Objekte
dieses Falles gleichen sich stark in ihrer Darstellung iiber jede Miinze. Sowohl ihre
Grofle, als auch ihre grobe Position und ihr dargestellter Ausschnitt unterscheiden
sich kaum.

Die Entscheidung fillt in diesem Fall auf mit einem Greif geprigte Miinzen.

Schwer identifizierbare Tiere oder Objekte. Sowohl die Grofle, als auch die Darstel-
lungsweise von geprigten Tieren oder Objekten dieses Falles veréndern sich iiber
verschiedenen Miinzen. Héiufig sind sie schwer von anderen Entitdten des Miinzde-
signs zu unterscheiden oder gar mit ihnen verworren.

Fiir diesen Fall wird sich fiir mit einer Schlange geprigte Miinzen entschieden.

Kombination aus Fall 1 und Fall 2. Hierbei wird sich aus oben angebrachten Aspek-

ten fiir mit einem Ldwe geprigte Miinzen entschieden.

Zur Erlangung der Bilder der entsprechenden Miinzen kommt in einem ersten Versuch die

SQL-Datenbank und der RDF-Dump von Corpus Nummorum zum Einsatz. Dabei sollen die

Miinz-IDs und Miinzseiten (obverse oder reverse) mittels SQL-Statement angesammelt und

anschlieend ihre Bild-URIs aus dem RDF-Dump heruntergeladen werden. Ein geschriebe-

nes Python-Skript automatisiert das Vorgehen. Trotz des Ausschlusses unerwiinschter Gips-

abdriicke im SQL-Statement, zieht diese Herangehensweise jene oder kaputte Bilder aus dem
RDF-Dump mit sich.
Stattdessen verwendet ein neues Python-Skript nun die SQL-Datenbank und Webseite von

Corpus Nummorum. Weiterhin werden Miinz-IDs und Miinzseiten, die keine Gipsabdriicke

sind, iiber ein SQL-Statement erhalten.

P s Lowe: 60 S

Greif: 60 N

Schlange: 60 >

train

) Greif: 20 -

Schlange: 20
_—
Lowe: 20 5 val o CVATEI

'b Greif: 20 -—

L
“\

h Schlange: 20 3
- Lowe: 20 test

Abbildung 3.1: Prozess des Erhalts der Bilddaten bis zur Annotation.
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Doch nun werden diese verwendet, um den Link zur entsprechenden Webseite auf https:
//www . corpus-nummorum. eu/ zu generieren und deren HTML-Code abzugreifen. Uber die
richtige Stelle im HTML-Code kann nun an Bild-URIs gelangt und diese heruntergeladen
werden. Dieser Vorgang wird fiir alle drei Fille wiederholt.

Abschlielend koénnen jeweils 100 Bilder pro Fall manuell im Verhéltnis von 6:2:2 jeweils
in train-, val- und test-Ordner einsortiert werden. Es wird darauf geachtet, gut erhaltene
Miinzen mit erkennbaren und méglichst diversen Pragungen zu wiahlen, um den zuvor definier-
ten Fillen zu entsprechen. Erst dann kann mit der Annotation der Daten begonnen werden.
Abbildung zeigt den vollstindigen Prozess.

3.2 Manuelle Annotation

Zur Durchfithrung der Bildannotation muss sich zunéchst fiir zwei zu vergleichende Annotati-
onstechniken nach Kapitel entschieden werden. Thre hidufige Verwendung in der Literatur,
Einfachheit und guten Ergebnisse machen die Annotation mit Bounding Boxen interessant.
Demgegeniiber steht eine zeitaufwendigere Annotation mit Polygonen, die eng an der zu an-
notierenden Entitéit liegt und in der Theorie bessere Ergebnisse bei unregelméfiigen Formen
erzielen sollte [CLO20]. Insbesondere im Hinblick auf die Formen der Entitdten der in Kapitel
definierten Félle, erscheint auch diese Annotationstechnik interessant.

Bereits Veroffentlichungen wie Comparing the Effects of Annotation Type on Machine Lear-
ning Detection Performance [MJTS19] von Mullen et al. untersuchen den Einfluss von Polygo-
nen und Bounding Boxen. Dabei liegen jedoch symmetrische Formen zu Grunde, die das fast
ghnlich gute Abschneiden von beiden Techniken erkldren kénnten. Durch dieses Projekt soll

dieser Unterschied genauer untersucht werden.

Weiterhin muss sich fiir ein Tool zur Bildannotation entschieden werden. Dafiir werden mehrere
freie Tools betrachtet und auf ihre Aktualitéit, Annotationstechniken mit Fokus auf Bounding
Bozen und Polygonen, Automatisierungsmoglichkeiten und Exportformate untersucht. Eine
vollstidndige Liste findet sich im Kapitel

Die Wahl fallt schliellich auf das Open Source Tool Computer Vision Annotation Tool oder
CVAT von Intel, welches beide Annotationstechniken und dariiber hinaus gewisse Automati-
sierungen bietet. Es ist online oder durch eine lokale Installation zugénglich.
SchlieBlich sind insgesamt 300 Miinzbilder mit Greifen, Schlangen und Léwen manuell und eng
mit Polygonen zu annotieren. Abbildung zeigt die Annotation einer Miinze geprigt mit
einem Greifen, sowie einer Miinze mit einem Ldwen und einer Schlange.

Die Annotation mit Bounding Boxen kann von der mit Polygonen direkt abgeleitet werden,

sodass kein weiterer manueller Annotationsdurchlauf vernommen werden muss. Das gewihlte

10
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3.3 Training der Modelle

Abbildung 3.2: Mit CVAT annotierte Miinzen. Links: Greif. Rechts: Léwe und Schlange.

COCO—EXportformatH generiert die Bounding Box-Annotationen automatisch.

3.3 Training der Modelle

Schliefflich kénnen mit den im vorgegangenen Kapitel annotierten Miinzen zwei Modelle trai-
niert werden — eines auf Basis von Bounding Boxzen und eines auf Basis von Polygonen. Um
einen aussagekriftigen Vergleich ziehen zu kénnen, sollten beide Modelle demselben Framework
zugrunde liegen. Viele Machine Learning-Frameworks unterstiitzen jedoch keine Annotationen
mit Polygonen als Input und fordern eine Konvertierung in Bounding Bozen. Dies wiirde of-
fensichtlich das Ziel des Forschungsprojektes verfehlen.

Nicht so das Mask R-CNN Framework, welches einen Schritt iiber die Object Detection
hinaus geht und eine Instanzsegmentierung ermoglicht . Die verwendete Implemen-
tierung basiert auf Python 3, Tensorflow und Keras, womit jeder Instanz eine Bounding Box

und Segmentierungsmaske generiert werden kann.

Fiir den vorliegenden Anwendungsfall wird sich an der Implementierung von Dhruvil Shah
[Sha20] orientiert. Der auf GitHub vorliegende Code zur Erkennung von Pferden und Menschen
wird fiir auf Miinzen geprigte Greifen, Schlagen und Léwen angepasst. Dazu muss insbeson-
dere die Methode 1load_custom der Klasse CustomDataset konfiguriert werden. Dem zugrunde
liegt vor allem das fiir die Annotationen gewahlte COCO-Exportformat. In der herkémmlichen
Implementierung wurde mit dem JSON-Format des VGG Image Annotator (VIA) gearbeitet,
sodass anders auf die einzelnen Werte im Exportformat zugegriffen werden muss.

Dartiiber hinaus sollen auch mit Bounding Bozren annotierte Daten als Input verwendet
werden konnen. Mit einem zusétzlichen If-Zweig und dem Zugriff auf den bbox- anstelle des

segmentation-Schliissels des COCO-Exportformats, kann dies leicht umgesetzt werden. Der

1COCO-Exportformat, https://cocodataset.org/#format-data, besucht am 24.09.2021

11
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3 Implementierung

Einfachheit halber werden die Bounding Boxen &hnlich den Polygonen als Maske interpretiert
— schliefflich liegt das Interesse des Forschungsprojektes dennoch bei der einfachen Object De-
tection und nicht der Instanzsegmentierung, weswegen die generierten Masken schlussendlich

ignoriert werden koénnen.

Letztlich werden die Modelle mit allen erhaltenen Miinzbildern auf Basis von COCO weights so-
wie den beiden Annotationstechniken mit 15 Epochen, 60 VALIDATION_STEPS und 180 STEPS_PER

_EPOCH aufgrund mangelnder GPU-Ressourcen trainiert.

3.4 Ergebnisse und Evaluation

Nachdem beide Machine Learning-Modelle unter Verwendung von Bounding Bozen oder Poly-
gonen trainiert wurden, konnen ihre Differenzen und damit ihr Einfluss analysiert und evaluiert
werden. Dazu bietet es sich an, die bereits von Mask R-CNN festgehaltenen Evaluationsme-
triken mittels Tensorboard? zu betrachten.

Aus dem Code der Mask R-CNN-Implementation ist zu erkennen, dass sich der generelle
loss der Modelle aus den fiinf Metriken der ersten Etappe rpn_class_loss und rpn_bbox_loss
sowie der zweiten Etappe mrcnn_class_loss, mrcnn_bbox_loss und mrcnn_mask_loss des
Frameworks summiert. Ndhere Informationen kénnen in der entsprechenden Veroffentlichung
[HGDG17| von He et al. erhalten werden.

Entsprechend Kapitel wurden Bounding Bozxen einfachheitshalber als Masken inter-
pretiert, welche offenkundig sowohl leichter, als auch besser zu bestimmen sind als jene der
Polygon-Annotationen. Dies verfialscht mit dem mrcnn mask loss auch den loss. Aufgrund
dessen und da eine Instanzsegmentierung kein Teil der Aufgabe ist, kann der mrcnn mask loss
subtrahiert werden. Es ergibt sich folgender 1loss-Graph

144

12

101

0.8 1

0.6

0.4 1

0 2 4 6 8 10 12 14

Abbildung 3.3: loss der Modelle. Blau: Mit Polygon annotiert. Rot: Mit Bounding Box annotiert.

2Tensorboard, https://github.com/tensorflow/tensorboard, besucht am 19.10.2021
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3.4 Ergebnisse und Evaluation

Nach 15 Epochen weist das mit Polygon-Annotation trainierte Modell einen loss von 0.2864
und das mit Bounding Box-Annotation trainierte Modell einen loss von 0.3772 auf. Auch
in fast allen anderen Epochen ist das Polygon-Modell iiberlegen. Einen genaueren Einblick
erdffnen die einzelnen Summanden der loss-Metrik im Kapitel Bereits anhand von
ihnen kann erkannt werden, dass das Polygon-Modell in beiden Etappen sowohl beziiglich der
Klassifikation mit dem class_loss, als auch der Objekterkennung mit dem bbox_loss bessere

Werte erzielt.

Dariiber hinaus kénnen zusétzlich von den Modellen prognostizierte Miinzentitdten des noch
nicht verwendeten test-Ordners genauer erortert werden. Es ist wenig tiberraschend, dass die
schlechtesten Ergebnisse beider Modelle bei Schlangen oder auch den schwer zu identifizierba-
ren Tieren oder Objekten aus Fall 2 auftreten. Lediglich eine einzelne, aber unterschiedliche
Miinze geprigt mit einer Schlange kann von beiden Modellen korrekt klassifiziert werden.

Hingegen koénnen Greifen und Léwen von beiden Modellen weitaus einfacher mit stets
weniger als sieben fehlerhaften Vorhersagen identifiziert werden. Das Polygon-Modell schneidet
jedoch auch hier durchschnittlich etwas besser ab. Beide Entitdten werden im vorhandenen
Datensatz nur miteinander verwechselt, nicht aber mit einer Schlange. Diese wird allerdings von
den Modellen minimal hiufiger mit einem Ldwen, statt einem Greifen vertauscht. Abbildung
zeigt eine beispielhafte Vorhersage beider Modelle fiir drei Miinzen.

Abbildung 3.4: Vorhersage dreier Miinzen. Oben: Polygon-Modell. Unten: Bounding Boz-Modell.
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3 Implementierung

Der wohl grofite Kontrast zwischen den Modelle bildet jedoch die Tatsache, dass das mit
Polygon-Annotation trainierte Modell dazu neigt, mehr als eine tatsichlich prisente Entitét
zu identifizieren. Dabei ist in der Regel jedoch eine der prognostizierten Entitdten immer
tatsdchlich auf der Miinze abgebildet. So wird beispielsweise fiir die Miinze mit der ID 6500
sowohl ein Greif, als auch ein Lowe erkannt, auch wenn tatséchlich nur ein einzelner Greif
abgebildet ist. Ahnlich werden fiir die Miinze mit der ID 19148, welche mittig in Abbildung
[3-4] vertreten ist, zwei Schlangen erkannt, auch wenn nur eine gepriigt ist. Im Gegensatz dazu
neigt das Bounding Box-Modell eher dazu, filschlicherweise keinerlei Entitét identifizieren zu
konnen.

Interessanterweise kann kein eindeutiger Zusammenhang zwischen den beiden Sonderféllen
des Polygon- und Bounding Box-Modells ermittelt werden. So sind die Miinzen mit filschlich
mehrfach auftretenden, vorhergesagten Entitéiten des Polygon-Modells vom Bounding Box-
Modell in fast gleichen Teilen korrekt, falsch oder ohne Entitit vorhergesagt. Ahnliches gilt
fiir die Vorhersagen der Miinzen mit fehlenden Entitéten des Bounding Boz-Modells, die dem
Polygon-Modell folgend allerdings héufiger mehrfach auftretende Entitédten vorweisen.

Trotz allem &hneln sich die meisten Vorhersagen beider Modelle. Eine genaue Liste mit

den einzelnen Miinzen des test-Ordners, deren Klassen und Vorhersagen beider Modelle ist

diesbeziiglich im Kapitel aufzufinden.
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4 Fazit

Die stets steigende Relevanz und Interdisziplinaritdt von Machine Learning-Methoden for-
dern neben einer groffen Anzahl an Daten insbesondere eine qualitative Markierung jener
Daten mit Ground Truth Labeln zur Generierung eines zuverldssigen maschinellen Qutputs
[SJZ21, KR18|. Auch im Bereich der Numismatik spielt dies eine Rolle, wodurch die Aufga-
benstellung des Forschungsprojekts gebildet wird. Demnach soll der Einfluss von Bildan-
notationstechniken auf die Genauigkeit von Machine Learning-Modellen zur Objekterkennung
auf antiken Miinzen untersucht werden.

Nachdem die theoretischen Grundlagen der Bildannotation umfinglich erarbeitet worden
sind, werden in einem ersten Schritt der Datensatz gew&hlt und angesammelt. Drei Félle
werden aus menschlicher Sicht unterschieden: Finfach identifizierbare Entititen wie gepriagte
Greife, schwer identifizierbare Entititen wie gepriagte Schlangen und eine Kombination aus
Fall 1 und Fall 2 wie gepréagte Lowen. Folglich kénnen den Féllen entsprechend jeweils 100
Miinzen iiber die SQL-Datenbank und Webseite von Corpus Nummorum heruntergeladen und
auf Ordner verteilt werden. Aufgrund ihrer hohen Verheiflungen und Prisenz in der Literatur
werden die Miinzen anschliefend mit dem Tool CVAT jeweils mit Bounding Box und Polygon
manuell annotiert. Die Bounding Box-Annotation liasst sich dabei automatisch aus der Polygon-
Annotation bestimmen.

Mit dem Machine Learning-Framework Mask R-CNN wird dann das Training zweier Mo-
delle iiber 15 Epochen unternommen, die schliefllich im Vergleich stehen sollen. Die Ergebnisse
zeigen, dass der loss des Polygon-Modells dem des Bounding Box-Modells um circa 9% iiberle-
gen ist. Durch eine genauere Untersuchung anhand der Vorhersagen beider Modelle iiber Test-
Miinzen, kann dieses Ergebnis bestétigt werden. Jedoch neigt das Bounding Box-Modell dazu,
keinerlei Entitét zu erkennen, wohingegen das Polygon-Modell mehrere Entitdten erkennt, ob-

wohl nur eine prisent ist. GroBitenteils treffen beide Modelle allerdings d&hnliche Vorhersagen.

Schlussfolgernd bringt das Training mit der Polygon-Annotation zwar bessere Ergebnisse,
nimmt aber im Vergleich zur Bounding Box-Annotation auch weitaus mehr Zeit in Anspruch.
So sind fiir die Bounding Boz-Annotation der Miinzen hochstens zwei Klicks nétig, wiahrend
fiir eine enge Polygon-Annotation weit iiber 100 Klicks notig werden kénnen.

Dariiber hinaus kénnte die Genauigkeit der Modelle bereits durch eine Erweiterung um

mehrere Epochen und dem Hinzunehmen einer groffleren Datenmenge gesteigert werden, sodass

15



4 Fazit

ihr Unterschied nicht mehr derart ins Gewicht fallt oder sich gar ausgleicht. Insbesondere wére
es interessant zu untersuchen, wie weit beide Modelle trainiert werden und welche Ergebnisse
sie vorweisen konnten, bevor es zu Overfitting kommt. Dies wiirde jedoch den eingeschrankten
Rahmen des Forschungsprojekts sprengen.

Trotzdem sollte beachtet werden, dass die manuelle Annotation von zwei Personen vernom-
men wurde, was sich offensichtlich stérker in der Polygon-Annotation niederschliagt. Durch
subjektive Wahrnehmungsunterschiede und deren Annotation kénnten Differenzen entstanden
sein, die das mit Polygon-Annotation trainierte Modell verschlechtern haben kénnten. Sollte
die Genauigkeit eines mit Bounding Boz-Annotation trainierten Modells {iber dies nicht mehr
weiter, aber notwendigerweise zu verbessern sein, lohnt sich ein Blick zur zeitaufwendigen
Polygon-Annotation.

Letztlich ist jedoch ein genaues Abwiegen der Kosten-Nutzen-Kalkiile fiir jeden spezifischen

Anwendungsfall von Noten.
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Appendix

Die in dem Forschungsprojekt erwidhnten praktischen Implementierungen sind in Kooperation
mit Huy Luong im Rahmen seiner Masterarbeit erarbeitet worden und koénnen iiber den fol-
genden Link heruntergeladen werden. Sowohl das Python-Skript zum Erlangen der Miinzbilder
mittels der Datenbank und Webseite von Corpus Nummorum, als auch den fiir das Training

der Modelle verwendeten Code und Datensatz sind dabei enthalten.

https://github.com/aliciawrt/CN-Detection-Annotation

Summanden der loss-Metrik
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Blau: Mit Polygon annotiert. Rot: Mit Bounding Box annotiert.
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Appendix

Vorhersagen der Test-Miinzen

Bbox-Prediction

Polygon-Prediction

Griffin

Griffin
Griffin
Griffin
Griffin, Lion
in, Lion Griffin
Griffin
Griffin
Griffin
Griffin
Griffin
Griffin
Lion
Griffin
Griffin, Lion
Griffin
Griffin, Lion
Griffin
Lion
Lion
10036.jpg |Lion Lion
10037.jpg |Lion Lion
10038.jpg |Lion Lion
10045.jpg |Lion Lion
10048.jpg |Lion Lion
10194.jpg |Lion Lion
10198.jpg |Lion Lion
10199.jpg |Lion Lion
10200.jpg |Lion Lion
10874.jpg [Lion [Griffin Lion
3138.jpg |Lion lLion Lion
3143.jpg |[Lion lLion Lion
3333.jpg |Lion JlLion Griffin, Lion
39602.jpg |Lion NULL Griffin, Lion
39604.jpg |Lion Griffin Griffin
39620.jpg |Lion Griffin Griffin, Lion
39629.jpg |Lion Griffin Griffin
39632.jpg [Lion Lion Griffin, Lion
3121.jpg |Lion*2 Griffin Griffin
3311.jpg |Lion*2 Griffin NULL
NULL Serpent
Lion Serpent, Lion
Lion Lion
Lion Lion
NULL Lion
Serpent Serpent, Serpent
Griffin Griffin
Griffin Griffin
Griffin Griffin
Griffin Griffin
Lion NULL
NULL Serpent, Griffin
NULL NULL
Griffin Griffin
NULL NULL
Lion Lion
Lion Serpent, Lion
Lion Lion
Lion Lion

NULL

Serpent, Serpent, Lion
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